© metamorworks —stock.adobe.com

m QM-SYSTEME Kiinstliche Intelligenz

KI hilft bei der
Ursachenanalyse

- Co-Innovationsprojekt von Trumpf und Xplain Data

,Kl unterstiitzt uns bei der Identifikation von Wirkzusammenhangen in komplexen Daten®,
sagt Dr.-Ing. Mathias Kammiiller, Chief Digital Officer und Trumpf-Vorstandsmitglied. ,Die
.  Kunst liegt darin, die KI mit dem vorhandenen Doméanenwissen zu kombinieren Dieser &

" Herausforderung stellen sich die Verantwortlichen bei Trumpf in einem aktuellen Projekt.

Emanuel Sideras, Michael Haft
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ine wesentliche Aufgabe im Quali-
titsmanagement ist die Uberwa-
chung von Kennzahlen. Reifst eine

Kennzahlaus, stelltsich die Frage nach dem

Warum, und die Ursachensuche beginnt.

Der Ursachenanalyseprozess lasst sich abs-

trakt darstellen (Bild 1). Folgende Punkte

sind durch ein Wechselspiel zwischen Sach-
logik und Datenanalyse zu klaren:

1. Identifikation: Welche Ursachen fiih-
ren zu der Wirkung?

2. Quantifizierung: Welcher Anteil der
Wirkung wird durch welche Ursache er-
klart?

3. Unbekannter Anteil: Wie grofd ist der
unerklarte Anteil und wie grofd ist die
Unsicherheitin den Aussagen?

Systematische Herausforderungen
bei der Suche nach der Ursache

Herausforderung1: ,Was ist die Ursache
fiir ein Problem?“

Diese Frage wird gerne so gestellt. Aber gibt
es ,die“ Ursache? Die 5-Why-Methode ver-
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anschaulichtdie Problematikaneinemein-
fachen Beispiel. Beginnend mitdem Fehler-
bild ,Fahrzeug startet nicht“ kann man die
Warum-Frage wiederholt stellen, um tiefer
liegenden Ursachen auf die Spur zu kom-
men (Bild 2). Es gibtalso nicht ,die eine* Ur-
sache, sondern eine ganze Kette von Ursa-
chen. Welche der Ursachenebenen méchte
man als Ergebnis in der Analyse sehen? Fiir
einen Kfz-Werkstattmeister, der das Auto
reparieren mochte, ist die Ursache aus Ebe-
ne 1 kein brauchbares Ergebnis, fiir ihn ist
die Ebene3relevant. Wenn erweif}, dass der
Keilriemen gerissen ist, kann er ihn erset-
zen. Fiir einen Zuverlassigkeitsingenieur
dagegen, der die Wartungsintervalle opti-
mieren mochte, ist die Ebene 4 relevant.

Ein Algorithmus kann vor der Analyse
nicht wissen, welche Ursachenebene rele-
vantist,da die relevanten Ursachenebenen
fiirein und dieselbe Wirkungvon Fragestel-
lung zu Fragestellung variieren.

Fazit: Es wird ein Experte mit Doma-
nenwissen bendtigt, um nach einer
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Iterativer Ursachenanalyseprozess
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Bild1. Der Ursachenanalyseprozesss. Quelle: Trumpf © Hanser

ersten Analyse die nachste Warum-Frage
zu stellen und zu der fiir ihn relevanten
Ursachenebene vorzustofien.

In jedem Einzelfall gibt es eine Kette
von Ereignissen und verschiedene Ursa-
chenebenen. In der statistischen Analyse
vieler Fille missen wir von einem Netz-
werk von Ursache-Wirkungs-Zusammen-
hdngen sprechen, in dem es eine Flille von
Korrelationen gibt.

zuinterpretieren (wie quasialle ,Big Data").

In solchen Daten mag es sogenannte
LConfounder” geben, die zu beobachten-
den Korrelationen zwischen zwei Ereignis-
sen fithren, obwohl es keinen ursichlichen
Zusammenhang zwischen diesen beiden
gibt (siehe Bild 3).

Verfahren aus dem Bereich der Kiinstli-
chen Intelligenz konnen sehr komplexe
und umfangreiche Daten nach solchen

Trumpf hat sich zu einem Co-Innovati-
onsprojekt mit dem Startup Xplain Data
entschieden, da deren Technologie die obi-
gen Herausforderungen adressiert. Es wur-
de eine Proof of Concept gestartet, in dem
die urspriinglich fiir den Pharmabereich
konzipierten Methoden, auf die Anforde-
rungen von Trumpf angepasst und auf ak-
tuelle Fragestellungen angewandtwurden.

KI hilft potenzielle Ursachen zu
identifizieren und zu quantifizieren

Kausale Beziehungen lassen sich also an-
hand von Beobachtungsdaten nicht bewei-
sen. Wie kénnen uns Verfahren der Kl trotz-
dem von Nutzen sein?

Nutzen 1: Uniibersichtlich viele Korrela-
tionen werden zu wenigen Hypothesen
fiir potenzielle Kausalititen.

Bei der klassischen Ursachenanalyse geht

. Fahrzeug startet Starterbatterie ist Lichtmaschine Keilriemen ist Fahrzeug wurde Fahrzeughalter
Wirkung ) C A )
nicht leer funktioniert nicht gerissen nicht gewartet hat es vergessen
; *
1. Warum? /2. Warum? /3. Warum? /4 Warum? 5. Warum? /6. Warum? kann lange
1 1 [ ’ weitergehen
A B . 4 \ 4 B \ 4 A B . ;
Ursach Starterbatterie ist Lichtmaschine Keilriemen ist Fahrzeug wurde Fahrzeughalter Fahrzeughalter
fsache leer funktioniert nicht gerissen nicht gewartet hat es vergessen hat Demenz
< Ursachenkette

Bild 2. Die 5-Why Methode veranschaulicht die Problematik der Ursachensuche. Quelle:Trumpf © Hanser

Herausforderung 2: Korrelation bedeutet
nicht zwangslaufig Kausalitat

Der Beweis eines kausalen Zusammen-
hangs bedarf eines Experiments. So fiihrt
die Pharma-Industrie zum Beispiel teuere
randomisierte Studien durch, um die Wirk-
sambkeit einer Therapie nachzuweisen. Da-
ten, die im realen Betrieb einer Maschine
gesammelt werden, sind keine solchen ex-
perimentell kontrollierten Daten, sondern
sind als sogenannte ,Beobachtungsdaten*

Identifizierte Korrelation

Fahrzeuge mit abgenutzten Sitzen starten haufiger nicht,
als Fahrzeuge mit nicht abgenutzten Sitzen

Fahrzeug
startetnicht |

N—

Ursache (Confounder)

Bild 3. Identifizierte Korrelation Quelle:Trumpf © Hanser

Confoundern analysieren. Nur wenn sich
fiir einen beobachteten Zusammenhang
keine Erklarung tiber einen Confounder fin-
det, entsteht der Verdacht eines kausalen
Zusammenhangs. Was aber, wenn die Con-
founder nichtin den Daten enthalten sind?

Fazit: Es wird ein Experte mit Doma-
nenwissen benétigt, um iiber die Sachlo-
gik zu beurteilen, ob eine identifizierte
Korrelation auch ursachlichist.

Es gibt also mindestens zwei Griinde,
warumUrsachenanalyse eine Herausforde-
rung ist, und ein iterativer Prozess in enger
Involvierung der Domanen-Experten not-
wendig ist. Weder nur durch Datenanalyse,
noch mit Fachwissen allein lassen sich die
drei Ziele aus der Einleitung erreichen.

Cute Verfahren zur Ursachenanalyse
sollten sowohl komplexe Datenstrukturen
auf Confounder analysieren kénnen, wie
auch die Einbindung der Doménen-Exper-
ten unterstiitzen.

manvon Hypothesen fiir Ursachen aus, und
versucht diese zu verifizieren oder falsifi-
zieren. Hierzu formuliert ein Experte einen
Verdacht fiir eine potenzielle Ursache.

Die unvoreingenommene Suche derKI-
Verfahren in den Daten erginzt dabei die
sachlogisch erwarteten Faktoren. Nichtsel-
ten kommtesin einem Abgleich der beiden
Herangehensweisen zu Uberraschungen.
Manche Faktoren kénnen sich als Ursachen
herausstellen, die der Experte nicht in Ver-
dacht hatte. Umgekehrt kdnnen sich vom
Experten erwartete Faktoren als iiber einen
Confounder erklarbar herausstellen — und
damit bestenfalls als indirekte Ursachen.

Nutzen 2: Der Domédnen-Experte erhilt
intuitiv verstehbare Ergebnisse als Basis
fiir den iterativen Analyseprozess.
FiireinsolchesZusammenspiel von Experte
und Kiinstlicher Intelligenz ist es notwen-
dig, dass Analyse-Ergebnisse bzw. Parame-
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Messwert (Priifmerkmal in der EOL-Priifung)

Beispiel 1. Feldausfalle korrelieren mit hohen Messwerten von Priifmerkmal (End-of-Line Priifung). Quelle:

Trumpf © Hanser
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Beispiel 2. Feldausfalle ﬂ
korrelieren mit ver-
wendetem Justier- b
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Quelle: Trumpf © Hanser
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ter des Modells intuitiv verstehbar sind.
Hierzu kommen sogenannte ICl-Modelle
zum Einsatz (Independence of Causal Con-
tributions).

Ein Gesamteffekt wird damit in unab-
héngige Beitridge zerlegt, so dass Faktoren
unabhingig voneinander interpretiert und
vom Experten bewertet werden kdnnen —
ein wesentliches Element in dem Zusam-
menspiele von Experte und Algorithmus.
Gleichzeitig unterstiitzen interaktive Ober-
flachen einen Prozess von Frage und Folge-
frage (5Ws).

Justier- und Messsysteme
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Nutzen 3: Quantifizierung des Effektes
von Ursachen
Die Zerlegung in unabhingige Beitrige
bringt auch den Vorteil einer quantitativen
Bewertung einzelner Faktoren mitsich und
die Information, ob dieser iberhaupt sta-
tistisch signifikant ist (p-Wert).
Schlussendlich ist es das Ziel einer Ur-
sachenanalyse, in die Entwicklung, die Pro-
duktion oderden Betrieb einer Maschine so
zuintervenieren, dass zukiinftige Fehlerur-
sachen vermieden werden. Erst wenn ein
Faktor quantifiziertist, kann auch bewertet
werden, ob eine MaRnahme adiquat ist,
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oder ,mit Kanonen auf Spatzen geschos-
sen“wird.

Beispiele fiir Ergebnisse
aus dem Proof of Concept

In einem POC wurden die Ursachen fiir ver-

schiedene ZielgrofRen gesucht.

Die Ursachenwurden hauptsiachlichinzwei

Arten von Daten gesucht (Bild 4):

1. Inhidrente Produkteigenschaften bei
Auslieferung (zum Beispiel Hardware-/
Software-Serienstand, Materialnum-
mern, Auslieferland, Priifmerkmals-
werte bei der EOL-Priifung et cetera)

2. Der Zielgrofie vorangegangene Ereig-
nisse und Signale im Feld (zum Beispiel
maschinell aufgezeichnete Ereignisse
im Betrieb, Betriebsstunden et cetera)

Es folgen verschiedene Beispiele von Analy-

seergebnissen, die hier abstrakt beschrie-

ben werden.

Beispiel 1: Feldausfille korrelieren mit
hohen Messwerten von Priifmerkmal
(End-of-Line Priifung)

Produkte mithohen Messwerten weisen ei-
ne signifikant hohere Ausfallrate auf als
Produkte mit niedrigen Messwerten. Diese
Korrelation konnte nicht (iber einen Con-
founder erklart werden. Aus Sicht der Da-
ten ist also von einem potentiell ursichli-
chen Zusammenhang auszugehen.

Auf Basis dieser Information kann die
Produktion nun auch eine sachlogische Ab-
klarung der Ursachlichkeit vornehmen und
abwigen eine Akzeptanzgrenze einzufih-
ren (zum Beispiel bei 80, siehe Beispiel 1).
Dadurch entsteht Nacharbeit in der Pro-
duktion, es wird jedoch die Ausfallwahr-
scheinlichkeit im Feld reduziert.

Beispiel 2: Feldausfille korrelieren mit
verwendetem Justier- und Messsystem
Produkte, die mitdemJustier-und Messsys-
tem Nr. 24 eingestellt wurden, weisen eine
signifikant hohere Ausfallrate auf, als der
Durchschnitt der anderen. Laut Modell-
rechnung lassen sich 7 von 10 Fehlern aus-
schliefilich durch den Faktor ,Messsystem
Nr. 24, erklaren (das heifdt, es waren in den
Daten keine anderen Erklarungen/Con-
founder fiir diese Auffalligkeit zu finden) .
In einer detaillierten Betrachtung der
10 Fehler durch den Fachbereich lief} sich
bei7vontoFehlerneinursachlicher Zusam-
menhang feststellen und somit die »»
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Beispiel 3. Zeitlicher Verlauf der Ereignisse pro Maschine und Analyseergebnisse. Quelle: Trumpf © Hanser
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Beispiel 4. Modellgiite (AUC) und die Prognosen in Abhangigkeit der berechneten Ausfallwahrscheinlichkeit. Quelle: Trumpf © Hanser

Modellrechnung bestatigen (Beispiel 2).

Beispiel 3: Feldausfille korrelieren mit
vorangegangenen Reparaturereignissen
Das Bild (Beispiel 3) zeigt beim Kunden in-
stallierte Maschinen (bereinander aufge-
tragen (Y-Achse) und den zeitlichen Verlauf
ihrer Fehlerereignisse (X-Achse). Es soll das
Fehlerereignis Fx erklart werden (Tausch ei-
ner Baugruppe), das insgesamt 75 Mal
stattgefunden hat.

Eine Hypothese lautet, dass ein be-
stimmtes zeitlich vorgelagertes Reparatur-
ereignis H1zu dem Tausch der Baugruppen
fithrt. Aus sachlogischen Criinden ist es je-
doch zu erwarten, dass das Reparaturereig-
nis H1 nichtjedes Mal zum Tausch der Bau-
gruppe fiithrt (Beispiel 3).

Bei 13 von 75 (17 Prozent) der getausch-
ten Baugruppen hat das Reparaturereignis
H1 zuvor stattgefunden. Wie viele ge-
tauschte Baugruppen kénnen auf das vo-
rangehende Reparaturereignis H1 zuriick-
gefithrt werden?

Die Schwierigkeit bei der Beantwor-
tung dieser Frage: Vor dem Tausch der Bau-
gruppen hat nicht nur das Reparaturereig-
nis H1 stattgefunden, sondern auch diverse
andere Reparaturereignisse, die ebenfalls
einen Einfluss haben kénnten. Dariiber hi-
naus gibtesauch dieinhdrenten Produktei-
genschaften bei Auslieferung, die auch als
erklarende Faktoren in Frage kommen. Bei
einer typischen Analyse kommen wir auf
liber 17.000.000 Faktoren, die bei der Mo-
dellbildung als potenzielle Ursachen ge-
prift werden. Erst wenn der Einfluss eines
Faktors sich nicht Gber einen anderen Fak-
tor ,wegerklaren“lasst, wird er in das Erkla-
rungsmodell aufgenommen und quantifi-
ziert.

Fur unser Beispiel hat das Modell das
Reparaturereignis H1 als signifikant bewer-
tetund miteinem Effektvon 9 quantifiziert.
Das heifdt: Fiir 9 der 75 getauschten Bau-
gruppen darf das vorangehende Ereignis
H1 als die Ursache fiir den Tausch ange-
nommen werden.

Der Fachbereich hat die Reparaturbe-
richte flr die 13 getauschten Baugruppen
studiert und aus den Inhalten riickge-
schlossen, dass bei 9 von 13 getauschten
Baugruppen das vorgelagerte Reparaturer-
eignis als ursachlich gesehen werden kann
und somit die Identifizierung des Faktors
H1 wie auch seine Quantifizierung validiert
(Beispiel 3, Erklarende Faktoren).

Beispiel 4: Vorhersagen fiir einzelne
Produkte
Liegt ein gutes Erklarungsmodell vor, kann
es genutzt werden, um die Ausfallwahr-
scheinlichkeit fiir noch nicht ausgefallene
Produkte vorherzusagen. Liegt diese iiber
einem definierten Grenzwert (zum Beispiel
70 Prozent), kann ein Frihwarnsignal an
den Service oder an den Kunden erfolgen,
und entsprechende Mafinahmen kénnen
eingeleitet werden.

Die Bilder zeigen die Modellgiite (AUC)
und die Prognosen in Abhingigkeit der be-
rechneten Ausfallwahrscheinlichkeit (Bei-
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spiel 4). Wenn fiir alle Maschinen mit einer
berechneten  Ausfallwahrscheinlichkeit
von>70%ein Alarmausgeldst wird, gibtes
10 Alarme —davon nur einmal zu Unrecht.
Bei insgesamt 45 Fehlerereignissen hatte
also in 9 Féllen eine frithzeitige Interventi-
on stattfinden kénnen.

Fazit: Zu Beginn des Projektes waren
die Bedenken grof}, da wichtige Daten

bisher noch nicht erhoben werden, und da

Verwendetes Datenmodell

Konfigurationsmerkmale
(SAP)

Daten aus der End of Line
Priifung (Produktion)

Manuell erzeugte Daten aus
Reparationseinsdtzen der
Servicetechniker beim Kunden

—

Maschinendaten zu
Ereignissen und Signalen im
Betrieb beim Kunden

Qualittskosten

Bild 4. Verwendetes Datenmodell im Proof of Con-

cept. Quelle: Trumpf © Hanser

vorhandene Daten aus einem manuellen
Erfassungsprozess mit fragwiirdiger Da-
tenqualitdt stammen. Die Ergebnisse des
POCs waren jedoch weitaus besser als er-
wartet. So wurde beschlossen, diese er-
folgreiche Methodik als Standard in die
QM-Analyseprozesse zu implementieren
—so Dr. Volker Hettich, Leitung zentrales
Qualititsmanagement.

Stimmen zum Projekt

Martin Barthau, IT / Data Management
Platforms:,Basis fiir dieses Projekt war die
vorgelagerte firmenUbergreifende Zusam-
menflhrung unterschiedlichster Daten-
quellen aufder ,Data Integration Plattform".
Dariiber ist es moglich den Fachbereichen
Daten geblindelt und kontrolliert zur Verfii-
gung zu stellen

Dr. Zaigham Faraz Siddiqui, Entwicklung /
EcoSystem Data & Al: ,Fiir das Zusammen-
spiel der verschiedenen Systeme war die
Vernetzung unterschiedlicher Plattformen
(Azure, R-Studio Connect) notwendig. Fur

Kiinstliche Intelligenz QM-SYSTEME  [[EEII

Operationalisierung und die

Stimme der Enabler

Die Implementierung der KI-Methodik war

nur durch die intensive crossfunktionale

Zusammenarbeit vieler Enabler wie IT, In-

formationssicherheit, Entwicklung, Feld-

analyse, Produktion und viele weitere be-
teiligte Abteilungen moglich.

Der Betrieb findet auf zwei Arten statt:

1. Manuell: Uber eine interaktive Oberfl4-
che kénnen berechtigte User individu-
elle Ursachenanalysen konfigurieren,
durchfithren und diese als Vorlage ab-
speichern.

2. Automatisiert: Auf Basis tagesaktueller
Daten werden fiir verschiedene Use Ca-
ses nachts standardisierte Analysen
durchgefiihrt, deren Ergebnisse den
Fachbereichen morgens zur Verfiigung
gestellt werden.

Folgende Use Cases werden abgedeckt:

®  |dentifikation erklarender Faktoren fir
den Unterschied zwischen Produkten
mit hohen vs. Produkten mit niedrigen
Ausfallraten (zur Unterstiitzung der
Feldanalyse und Entwicklung)

®  |dentifikation erklarender Faktoren fir
den Unterschied zwischen Produkten
mit hohen vs. Produkten mit niedrigen
Qualititskosten (zur Unterstltzung
des Qualititsmanagements)

®  Auflistung von Priifmerkmalen sowie
Justier- und Messsystemen, die als er-
klarende Faktoren zu Fehlerbildern im
Feld identifiziert werden (zur Unter-
stitzung der Produktionswerke)

®  Auflistungeinzelner Produkte miteiner
hohen Ausfallwahrscheinlichkeit zu

die parallelisierte Berechnung der Modelle
werden 16 Cores / 60 GB RAM verwendet,
die zeitweise zu100% ausgelastet sind.“
Erik Brannath, Zentrales Qualitatsmana-
gement / Q-Methods & Analytics: ,Die aus
Einzelquellen zusammengefiihrten Daten
erlauben es, angereicherte Datenmodelle
zu erstellen. Voraussetzung dafr ist, dass
die Logiken und Konventionen der dahin-
terliegenden Prozesse verstanden werden.
Dies wiederum erfordert einen engen Aus-
tausch mit den Daten- und Prozessverant-
wortlichen
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bestimmten Fehlerbildern (zur Unter-

stiitzung des Condition-Monitorings)
Durch die KI-Methodik hat Trumpf nun ein
WerkzeugzurVerfiigung, um bei Ursachen-
analysen nicht nur einzelne Tabellen, son-
dern automatisiert ganze relationale Da-
tenmodelle zu durchsuchen. So wurde eine
skalierbare Methodik zur Generierung von
Systemwissen entwickelt. ®
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